DERIN OGRENME YAKLASIMI ILE
DUYGU DURUM ANALIZI

(KERAS ile LSTM UYGULAMASI)

a . Y
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Sozluk Tabanh Yaklasimlar

Sozluk tabanli sistemlerde bir on bilgi ve karar verme mekanizmasi olarak sozluk
eklenmektedir. Sozlugun buyukligtd duygu-durum analizi  calismalarinin
basarilarini etkilemekle birlikte, yuk olarak sistemde bulunmaktadir. Daha
kapsamli sozluklerle daha basarili sonuclar elde edilebilmektedir.

Makine Ogrenmesi Yaklagimi

Makine ogrenmesi yaklasimlarini kullanan uygulamalarda egitim ve test verileri
bulundurulmalidir. Sistemin ogrenebilmesi igin yeterli buyuklukte bir veri kumesi
etiketlenmis olarak saglanmalidir. Bu tarz yaklasimdaki en buyuk sorun asiri
ogrenme(overfitting) sonucu yeni verilere adaptasyonun zor olmasidir.

Derin Ogrenme Yaklasimi

Derin ogrenme yaklasimlari, ilk olarak goruntu uzerinde uygulamaya baslanmis,
son birka¢ yil icerisinde ise metin uzerinde basarili oldugu anlasiimistir. Diger
ogrenme metotlarina gore egitim asamasi uzun surse de, bulut ve GPU destegi
lle bu sorun asiimis olup, ozellikle Google ve Amazon tarafindan sunulan bu
ortamlar ve gelistirici araclari ile hizli  bir sekilde egitim asamasi
tamamlanabilmektedir. Bagimli kutuphaneler de yeniden yuklenmeye gerek
kalmadan kullanilabilmektedir.

Siralilik oruntusu -Sequence pattern- iceren durumlarda LSTM daha basarilidir.
Ozellikle makine 6grenmesi algoritmalarinin zorlandi§i dogal dil uygulamalarinda
derin ogrenme yaklasimi ile basarili sonuclar elde edilebilmektedir.

Guclu yani olan nokta carpimi ile hizli turev almalar yapabilmesi ve veriyi guzel
taniyabilmeye ek olarak, LSTM kapilar vasitasi ile gereksiz bilgiyl unutma; eski
bilgileri tutabilme(zaman faktoru) ve bilgiyi guncelleme ozelliklerine sahiptir.
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SONUGCLAR

Tweetler uzerinden eqitilen LSTM aglari ile % 84.78 basari saglanmistir.
Veriseti olarak Amerika secimlerinde twitterda #GOPDebates etiketli
tweetlerden olusan 16649 satirlik CSV dosyasi kullaniimistir
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CODE TEXT 4 CELL ¥ CELL v/ CONNECTED /’ EDITING v
Epoch 1/7
[26] 7188/7188 [==============================] - 195 3ms/step - loss: 0.4364 - acc: 0.8151
B Epoch 2/7
7188/7188 [==============================] - 185 2ms/step - loss: 0.3207 - acc: 0.8662
Epoch 3/7
48967188 [ 2esmassmanmaaimnd) il w SRl ] - ETA: 7s - loss: ©.2858 - acc: 0.88097188/7188 [==============================] - 185 2ms/step - loss: 0.2869 -
Epoch 4/7
7188/7188 [==============================] - 185 2ms/step - loss: 0.2507 - acc: ©.9000
Epoch 5/7
5084/7188 [=======================), ..., ] - ETA: 25 - loss: ©.2284 - acc: ©.91067188/7188 [==============================] - 185 2ms/step - loss: ©.2208 -
Epoch 6/7
7188/7188 [==============================] - 185 2ms/step - loss: 0.1987 - acc: 0.9218
Epoch 7/7
6528/7188 [==========================),..] - ETA: 1s - loss: 0.1912 - acc: 0.92367188/7188 [==============================] - 185 2ms/step - loss: 0.1908 -
<keras.callbacks.History at @x7fbfebécf3c8>
+fom I X §# B ®
o score,accuracy = model.evaluate(X_test, Y test, verbose = 2, batch_size = batch_size) .L
print(“score: {:.2f}%".format(score*100)) f
print("Accuracy: {:.2f}%".format(accuracy*100))

[» score: 40.80%
Accuracy: 84.78%

[12] twt = ['Since I buy that crazy game netbook, I can not attend any meeting and cap not afford any more spending this week.']
#vectorizing the tweet by the pre-fitted tokenizer instance
twt = tokenizer.texts_to_sequences(twt)
#padding the tweet to have exactly the same shape as "“embedding 2 input
twt = pad_sequences(twt, maxlen=28, dtype='int32', value=0)
# print(twt)
sentiment = model.predict(twt,batch_size=1,verbose = 2)[@]
if(np.argmax(sentiment) == @):
print("Your tweet is \'Negative\'")
elif (np.argmax(sentiment) == 1):
print("Your tweet is \'Positive\'")

[» VYour tweet is 'Negative’

DEMO

Asagidaki parametrelerle Amerikan secimlerine ait twitter verileri ile ingilizce dili
uzerinde egitilen LSTM aglari %84.78 basari saglamistir:

Ogrenme katsayisi (learning rate) : 0.001

Maksimum oOzellik sayisi : 2000

Drop out : 0.2

Toplu is boyutu (batch size) : 32

Input boyutu (embedding dimension) : 128

Output boyutu (Istm output dimension) : 196

GELECEK CALISMA

LSTM agdlari ile konvolusyonel aglarin hibrit sistem olarak tasarlanmasi ile %90
dogruluk oranlari ile daha basarili sonuclar elde edilebillir.
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